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摘要：针对风力机轴承振动信号的非线性特点，对轴承不同工作状态振动信号进行相空间重构，还原信号非线性动力学特性；通过计算获取嵌入维数和延迟时间以构建二维混沌相图，并以不同工作状态的混沌相图作为样本，输入二维卷积神经网络开展学习建模，构建相空间-卷积神经网络故障诊断模型，结果表明：轴承不同状态振动信号具有明显的混沌特性，二维混沌相图具有不同的非线性表征；二维相图随故障程度变化而变化，但保持原有的“相形”；以相同尺寸二维相图，结合卷积神经网络构建故障诊断系统，不仅对相同故障程度的工作状态准确度高，且当同一故障其程度不同时，也非常精准，表明本文所提所提出故障诊断模型具有良好的泛化能力。
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Fault Diagnosis and Analysis of Wind Turbine Bearing Chaotic Phase based on Convolutional Neural Network
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Abstract: Chaotic theory is used to reconstruct the phase space of bearing vibration signal because that vibration signal of wind turbine bearing is nonlinear. Nonlinear dynamic feature of signal is restored by the method of phase space reconstruction, and the two dimension phase diagrams are built with the optimal parameter of embedding dimension and delay time. With the chaotic phase diagram as input samples, the intelligent fault diagnosis system is built by two-dimension convocation neural network. The results show that there are different chaotic characters when bearing working states are different. Two-dimension chaotic diagram has different nonlinear representations. The diagrams change with fault degree, but they keep the original  “phase form”; PS-CNN fault diagram system has high accuracy in bearing states classification not only in same degree of fault, but also in hybrid fault degree. It also shows that the proposed PS-CNN fault diagnosis system has great generalization.
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因传统能源匮乏，风力机作为新能源利用中最重要能源转化设备之一，在世界各国迅速发展。近年，为降低度电成本，风力机朝着大型化的趋势发展[[endnoteRef:0]]。大型化不仅对风力机塔架结构设计提出挑战，其工况复杂，非线性冲击载荷导致风力机传统部件极易受损[[endnoteRef:1]]。轴承作为传动系统中最主要的零部件之一，其故障维修成本极高[[endnoteRef:2],[endnoteRef:3]]。 [0: []	LAUHA F. Global wind statitics 2017[R]. Beijing: Global Wind Energy Council, 2018.]  [1: []	TAVNER P. How are we going to make offshore wind farms more reliable [C]. SUPERGEN Wind 2011 General Assembly, Durham, 2011.]  [2: []	LANTZ E. Operations expenditures: historical trends and continuing challenges (presentation)[C]. AWEA Wind Power Conference, Chicago, 2013.]  [3: []	许子非，李春，张万福，等. 基于自适应变分模态分解及多重分形谱的风力机轴承故障分析[J]. 热能动力工程，2019,34（9）：181-190. 
XU Z F, LI C, ZHANG W F, et al. Multifractal spectrum analysis of bearing failure of wind turbine based on Adaptive variational modal decomposition[J]. Journal of Engineering for thermal Energy and Power, 2019, 34(9):181-190. ] 

滚动轴承健康状态直接影响机械设备的工作连续性、运作稳定性及生产高效性[[endnoteRef:4]]。对滚动轴承实施有效的状态监测及准确地故障诊断，可极大地降低设备维修成本、提高设备生产效率和经济效益[[endnoteRef:5]]。 [4: []	LIU W Y, GAO Q W, YE G, et al. A novel wind turbine bearing fault diagnosis method based on Integral Extension LMD[J]. Measurement, 2015, 74:70-77.]  [5: []	SONG L, ZHANG X R, SU L W, et al. Fault Diagnosis Approach for Incipient Bearing Fault in Wind Turbine under Variable Conditions[J]. Applied Mechanics & Materials, 2014, 599-601:312-320.] 

由于振动信号具有易采集、蕴含信息丰富且处理技术成熟等优点，已成为故障诊断及状态监测中最普遍的目标信号[[endnoteRef:6]]。智能故障诊断体系由信号采集、特征提取及信息分类组成[[endnoteRef:7],[endnoteRef:8],[endnoteRef:9]]。其中特征提取和信号预处理为故障诊断的关键问题。当滚动体、内圈及外圈等部位发生故障时，疵点产生的故障信息往往淹没在复杂环境中。由于存在结构噪声与环境噪声，导致采集所获信号有效特征信息较少，需经各种先进的信号处理方法进行预处理。针对属非平稳、非高斯分布及非线性的目标信号，摒弃了时域统计、频域分析、傅里叶变换等传统方法，经验模态分解、小波分析及变分模态分解等现代处理方法取而代之。Jiang等错误!未找到引用源。通过自适应小波变换，基于奇异值分解理论以提取风力机齿轮箱故障特征。文献[[endnoteRef:10]]采用经验模态分解与峭度准则相结合的包络调节方法对滚动轴承进行故障分类，实现了较为准确的滚动轴承故障分类。文献[[endnoteRef:11]]基于包络谱分析，采用变分模态分解对滚动轴承进行早期故障诊断并与经验模态分解法进行了对比，结果表明变分模态分解可更精确地提取早期故障特征。 [6: []	CAI J, GACHOT C. Feature extraction of rolling bearing fault signal based on local mean decomposition and Teager energy operator[J]. Industrial Lubrication and Tribology, 2017:00-00.]  [7: []	MING A B, QIN Z Y, ZHANG W, et al. Spectrum auto-correlation analysis and its application to fault diagnosis of rolling element bearings [J]. Mechanical Systems & Signal Processing, 2013, 41(1–2): 141-154.]  [8: []	GERMEN E, BAŞARAN M, FIDAN M. Sound based induction motor fault diagnosis using kohonen self-organizing map [J]. Mechanical Systems & Signal Processing, 2014, 46(1): 45-58.]  [9: []	LIN L, CHU F. HHT-based AE characteristics of natural fatigue cracks in rotating shafts [J]. Mechanical Systems & Signal Processing, 2012, 26(1): 181-189.]  [10: []	胡爱军，马万里，唐贵基．基于集成经验模态分解和峭度准则的滚动轴承故障特征提取方法[J]．中国电机工程学报，2012，32(11)：106-111．
HU A J, MA W L, TANG G J. Rolling bearing fault feature extraction method based on ensemble empirical mode decomposition and kurtosis criterion [J]. Proceedings of the CSEE, 2012, 32(11):106-111.]  [11: []	昝涛，庞兆亮，王民，等．基于VMD的滚动轴承早期故障诊断方法[J]．北京工业大学学报，2019，45(2)：103-110．
ZAN T, PANG Z L, WANG M, et al. Early fault diagnosis method of rolling bearings based on VMD [J]. Journal of BEIJING University of Technology, 2019, 45(2):103-110.] 

但因旋转机械结构复杂、工况多变及采集环境大噪声等因素，导致滚动轴承故障信号具有强烈的非线性。针对具有故障典型振动表征的信号，传统时频方法可有效分解振动信号，实现信号和分离，完成振动解耦。但由于信号的非线性，对于故障非线性表征，时频分解方法易遗漏关键信息，常导致特征提取失败。
[bookmark: _Ref18518849]随着机器学习和智能算法的成熟和普及，人工智能方法已被广泛应用于故障诊断，现已成信息分类主流方法[[endnoteRef:12]]。文献[[endnoteRef:13]]采用固有时间尺度分解与支持向量机方法相结合，对风力机轴承故障状态进行识别，可有效地分析信号非平稳特性。Lu等[[endnoteRef:14]]通过中间隐含层的堆叠实现故障特征提取，采用自编码器实现了故障诊断。文献[[endnoteRef:15]]通过生物优化算法，获取优化神经网络并应用于轴承故障诊断，结果表明优化后的神经网络具有较高的收敛率及训练效率。文献[[endnoteRef:16]]采用奇异值分解法提取特征信息，并通过迁移学习分类器完成电机故障诊断。Chen等[[endnoteRef:17]]以故障状态时域和频域信号作为卷积神经网络（Convolutional Neural Network，CNN）输入，构建二维卷积网格，从而实现齿轮箱故障诊断。文献[[endnoteRef:18]]考虑故障信号时频特性，基于小波时频信号图作为二维CNN输入，开展故障诊断并取得较为理想的结果。 [12: []	曲建岭，余路，袁涛，等．基于一维卷积神经网络的滚动轴承自适应故障诊断算法[J]．仪器仪表学报，2018，39（7）：134-143．
QU J L, YU L, YUAN T, et al. Adaptive fault diagnosis algorithm for rolling bearings based on the one-dimensional neural network [J]. Chinese Journal of Scientific Instrument, 2018, 39(7):134-143. ]  [13: []	安学利，赵明浩，蒋东翔，等．基于支持向量机和多源信息的直驱风力发电机组故障诊断[J]．电网技术，2011，35(4)：117-122.
AN X L, ZHAO M H, JIANG D X, et al. Direct drive wind turbine fault diagnosis based on support vector machine and multi source information[J]. Power System Technology, 2011, 35(4):117-122. ]  [14: []	LU C, WANG Z Y, QIN W L, et al. Fault diagnosis of rotary machinery components using a stacked denoising autoencoder-based health state identification [J]. Signal Processing, 2017, 130(C): 377-388. ]  [15: []	李巍华，翁胜龙，张绍辉．一种萤火虫神经网络及其在轴承故障诊断中的应用[J]．机械工程学报，2015，51（7）：99-106．
LI W H, WENG S L, ZHANG S H. A firefly neural network and its application in bearing fault diagnosis [J]. Journal of Mechanical Engineering, 2015, 51(7):99-106. ]  [16: []	沈飞，陈超，严如强．奇异值分解与迁移学习在电机故障诊断中的应用[J]．振动工程学报，2017，30（2）：118-126．
SHEN F, CHEN C, YAN R Q. Application of SVD and transfer learning strategy on motor fault diagnosis [J]. Journal of vibration engineering, 2017, 30(2):118-126. ]  [17: []	CHEN Z Q, LI C, SANCHEZ R. Gearbox fault identification and classification with convolutional neural networks [J]. Shock and Vibration, 2015(2): 1-10]  [18: []	袁建虎，韩涛，唐建，等．基于小波时频图和CNN的滚动轴承智能故障诊断方法[J]．机械设计与研究，2017，（02）：101-105．
YUAN J H, HAN T, TANG J, et al. An approach to intelligent fault diagnosis of rolling bearing using wavelet time-frequency representation and CNN [J]. Machine Design and Research, 2017(2):101-105. ] 

以上研究或通过传统神经网络对时频拆解后的信号进行特征分类，该方法因神经网络的全连接易引发过拟合，致使计算效率低下，工程实际应用效果不佳；或采用时域、频域或时频信息作为特征输入样本，采用CNN实现故障诊断，虽然CNN可改善传统神经网络的缺点，但单一的时域、频域信号易丢失故障信息，导致CNN学习所得故障诊断模型泛化能力低，具有较差的普适性。为此，本文针对故障表征的非线性，摒弃传统方法注重于提取共振频或特征频的研究思路，提出采用相空间（Phase Space，PS）重构法将振动信号还原至混沌空间，以复原混沌空间中故障信号的非线性动力学现象，求解更全面轴承故障振动信号的非线性动力系统。为避免过拟合现象并使诊断模型具有更广的普适性，将轴承不同工作状态的二维相空间图作为二维CNN输入样本，提出泛化能力更佳的PS-CNN智能故障诊断系统，为旋转机械故障诊断提供一定的实现途径。
1. 混沌空间
非线性科学与量子力学和相对论具有相同的地位，被誉为“20世纪自然科学三大革命之一”[[endnoteRef:19]]。混沌理论是非线性科学的重要组成部分，混沌现象是非线性动力系统的主要特征之一。为提取轴承振动信号的非线性动力学特征，引入混沌理论，并对信号相空间重构，获取二维相图，判断轴承混沌程度、提取非线性动力学特性。 [19: []	郝柏林．分岔、混沌、奇怪吸引子、湍流及其它——关于确定论系统中的内在随机性[J]．物理学进展，1983（3）：63-150．
HAO B L. Forks, chaos, strange attractions, turbulence, and more - internal randomness in determining systems [J]. Progress in Physics, 1983(3):63-150. ] 

奇怪吸引子反映了混沌系统中无序稳态运动，有助于反应也属混沌信号的轴承故障信号。为求解振动信号奇怪吸引子，首先需对信号进行相空间重构。
1.1 相空间重构
Packard等[[endnoteRef:20]]提出由一维时间序列重构得到“等价”相空间以还原系统的非线性特性的方法。Takens研究认为，相空间可重构时间序列中隐含的动力学变化规律[[endnoteRef:21]]，相空间重构原理与步骤如下： [20: []	PACKARD N H, CRUTCHFIELD J P, FARMER J D, et al. Geometry from a time series[J]. Physical review letters, 1980, 45(9): 712-716.]  [21: []	TAKENS F. Detecting strange attractors in turbulence [J]. Lecture Notes in Mathematics Berlin Springer Verlag, 1981, 898:366-381.] 


由系统中可测量的一组时间序列重构m维相空间，得到一组相空间矢量：
	

	（1）





式中，是延迟时间；嵌入维数，d为系统自变量个数；M小于N，并与N有相同的数量级，。


Takens认为无噪、理想时间序列具有多组嵌入维与延迟时间组合，但由于故障信号含伴有结构与环境噪声，因此必须确定参数组合。为展现轴承振动信号混沌特性且易于CNN建立故障诊断模型，本文以所构建轴承振动信号二维相图为学习样本。



延迟时间和嵌入维数选取具有重要意义。基于Takens定理、G-P算法和Cao方法等方法可确定嵌入维数；而对于延迟时间的选取，则可通过自相关函数法、互信息函数法和经验法确定[[endnoteRef:22],[endnoteRef:23],[endnoteRef:24]]。其中，互信息函数法方法在延迟时间的选取上因其可反映数据点的一般相关性被广泛使用；Cao方法由于所需数据量较小，故通过Cao法计算嵌入维数。论文通过互信息函数及Cao法分别确定延迟时间与嵌入维数，并作为构建混沌相图的参数组合。 [22: []	TAKENS F. Detecting strange attractors in turbulence[J]. Lecture Notes in Mathematics Berlin Springer Verlag, 1981, 898:366-381.]  [23: []	AUERBACH D, CVITANOVIC P, ECKMANN J P, et al. Exploring chaotic motion through periodic orbits.[J]. Physical Review Letters, 1987, 58(23):2387.]  [24: []	VIOLA P, WELLS W M I I I. Alignment by maximization of mutual information[C]. International Conference on Computer Vision, 1995.] 

1.2 仿真轴承振动信号混沌分析

为表明轴承振动信号的混沌特性，采用以下模型[[endnoteRef:25]]模拟轴承内圈早期局部损伤振动信号： [25: []	MCFADDEN P D, SMITH J D. Model for the vibration produced by a single point defect in a rolling element bearing[J]. Journal of Sound and Vibration, 1984, 96(1):69-82.] 

	

	（2）









其中，为周期性冲击信号，为高斯噪声。信号衰减指数，系统共振频率。表示第k次冲击相对于特征周期的小波动，该随机波动服从均值为零，标准差为0.5%转频的正态分布。特征频率。为单位阶跃函数。加入高斯噪声信号后得信噪比为-12dB的仿真信号。采样频率为16000Hz，采样点N=4096。时域及频谱如图2所示。
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	（a）不含噪声
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	（b）含噪声

	图1 轴承早期内圈故障时域图及频谱
Fig.1. The bearing inner race fault in time and frequency domain



由图1可知，早期内圈损伤信号冲击波形随时间变化无序，含噪信号频谱中特征频和共振频被复杂的环境噪声淹没，属典型的非线性混沌问题，提取振动信号的动力学特性，对信号进行相空间重构，计算并获取最佳嵌入维数、延迟时间，其二维、三维相图由图3所示。
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	(a) 含噪
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	(b)不含噪

	图2早期故障信号相图
Fig.2 Phase diagram of bearing fault in early time 


由图2可知，含噪与不含噪的混沌相图具有显著差异。图2(b)中不含噪的相图呈奇异吸引子状态，说明早期故障信号属混沌有序性。而噪声属混沌无序信号[[endnoteRef:26]]，向混沌有序的纯净轴故障信号中加入噪声干扰，使得原属混沌有序的轴承振动信号朝无序发展。为此，以混沌相图作为判断信号混沌程度，代表故障非线性特征是有效可行的。 [26: []	DAVIES R B, HARTE D S. Tests for Hurst effect[J]. Biometrika, 1987, 74(1):95-101.] 

2. 卷积神经网络
卷积神经网络(Convolutional Neural Network，CNN)用于处理具有类似网格结构的数据神经网络，例如包含具时间采样规律的一维网格或具二维像素网格的图像[[endnoteRef:27]]。CNN对输入样本数据进行逐层卷积与池化，提取数据结构中拓扑结构特征，具有旋转、平移不变形的特点，并广泛应用于工程及数学领域[[endnoteRef:28],[endnoteRef:29]]。 [27: []	LAWRENCE S, GILES C L, TSOI A C, et al. Face recognition: a convolutional neural-network approach [J]. IEEE Transactions on Neural Networks, 1997, 8(1):98-113.]  [28: []	TANG S, YE M, ZHU C, et al. Adaptive pedestrian detection using convolutional neural network with dynamically adjusted classifier [J]. Journal of Electronic Imaging, 2017, 26(1):013012.]  [29: []	JIN K H, MCCANN M T, FROUSTEY E, et al. Deep Convolutional Neural Network for Inverse Problems in Imaging[J]. IEEE Transactions on Image Processing, 2017, 26(9):4509-4522.] 

CNN因具备稀疏连接、参数共享及等变表示的优点，可降低模型训练参数个数、避免算法过拟合及减少数据维度等优点。经典CNN具备输入层、卷积层、池化层、全连接层和输出层。其拓扑结构如图3所示。
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	图3 卷积神经网络拓扑结构
Fig.3 The topology of CNN


本文中CNN输入为振动信号混沌相图，经卷积层、池化层和全连接层后实现特征表达。 
2.1 卷积层
卷积神经网络前期通过交替进行的卷积与池化，对输入特征张量进行提取，而靠近输出层部分则采用传统多层神经网络。其过程如下所示：
采用卷积核与输入目标进行卷积运算，基于偏置，通过激活函数获取特征张量[endnoteRef:30]]。卷积过程数学表达式为： [30: []	LUO Y, CHENG Y, UZUNER Ã, et al. Segment convolutional neural networks (Seg-CNNs) for classifying relations in clinical notes[J]. J Am Med Inform Assoc, 2017, 25(1):93.] 

	

	（3）





式中：i为第i个卷积核；g(i)为第i个经卷积所习得的特征张量；u为输入数组，v为卷积核偏置；x、y、z为输入目标维度，若为二维像素，则去x、y即可；、为卷积层与池化层神经元数，为核函数。
完成卷积运算后，采用激活函数实现非线性变换，而ReLU[[endnoteRef:31]]为CNN中应用最广泛的激活函数之一： [31: []	KUO C C J. Understanding Convolutional neural networks with a mathematical model [J]. Journal of Visual Communication & Image Representation, 2016, 41:S1047320316302267.] 

	

	（4）


2.2 池化层
池化层为对上层数据缩放与映射，池化过程包括最大及平均池化：
	

	（5）

	

	（6）




式中：为第l层中第i个特征张量的第t个神经元；为卷积核宽度；j为第j个池化核。
2.3 全连接层
全连接层包含对应多层感知机的隐含层，该层中所有神经元与前一层中神经元全连接，进而整合处理卷积、池化处理后的数据信息，其激活函数一般为sigmoid。
	

	（7）


输出层采用Softmax分类器对全连接层给予的结果进行分类输出，实现状态分类。
3. 诊断流程
故障诊断由特征提取及信号分类组成，为解决振动信号因机械设备结构复杂、工况多变及采集大噪声背景等因素导致被采信号的非线性，针对传统故障特征提取难的问题，本文摒弃对故障信号共振频、特征频所对应的特征进行提取，着眼于提取振动信号的非线性信息。提出PS-CNN故障诊断方法，首先基于相空间混沌理论，对目标信号进行相空间重构，以混沌空间二维图作为CNN输入源，进行识别分类，从而实现故障诊断。其诊断流程图如下：
	[image: ]

	图4 PS-CNN故障诊断流程
Fig.4 The fault diagnosis flowchart of PS-CNN


由图4可知，故障诊断步骤如下：
1) 对采集信号进行相空间重构，以还原混沌空间中系统非线性动力学特征，构建混沌二维相图。
2) 将步骤1中所得相图压缩至合适大小，将二维相图输入卷积神经网络模型，训练模型参数详见文献[[endnoteRef:32]]。 [32: []	VEDALDI A, LENC K. MatConvNet: convolutional neural networks for MATLAB [J]. 2015.] 

3) 输出PS-CNN故障诊断结果。
4. 实验与诊断
为验证PS-CNN故障诊断模型的可靠性及有效性，实验数据选用凯斯西储大学的轴承振动信号[[endnoteRef:33]]，数据采样频率为12000Hz，电机负载为0 Hp，选用叶片端轴承正常、滚珠、内圈及外圈故障加速度信号，并采用PS-CNN对不同故障程度分别为0.007、0.014与0.021英寸轴承不同状态进行分类。 [33: []	RAUBER T W, FRANCISCO D A B, VAREJAO F M. Heterogeneous Feature Models and Feature Selection Applied to Bearing Fault Diagnosis [J]. IEEE Transactions on Industrial Electronics, 2015, 62(1):637-646.] 

4.1混沌相图
以0.014轴承不同状态为试验目标，基于混沌理论，对其进行相空间重构，构建二维混沌空间，轴承正常、滚珠、内圈及外圈故障四种状态二维相图如下所示。
	[image: H:\Study\paper-卷积神经网络-20190902\paper\修改\picture\Pic07-21\14混沌图N.png]
	[image: H:\Study\paper-卷积神经网络-20190902\paper\修改\picture\Pic07-21\14混沌图B.png]

	(a) 正常状态
	(b) 滚珠故障

	[image: H:\Study\paper-卷积神经网络-20190902\paper\修改\picture\Pic07-21\14混沌图I.png]
	[image: H:\Study\paper-卷积神经网络-20190902\paper\修改\picture\Pic07-21\14混沌图O.png]

	(c) 内圈故障
	(d) 外圈故障

	图5 0.014轴承状态相图
Fig.5 The phase space of 
different states of bearings with 0.014 fault degrees


由图5可知，轴承不同状态的二维混沌呈相均不相同。每一种故障都具有自己独特的“相形”。其中正常状态与外圈故障相图呈“毛球状”，表现出明显的“奇异性”，表明外圈故障与正常状态振动信号具有明显混沌特性。而内圈故障与滚珠故障发生时，由于这两种故障形式故障疵点随轴承回转产生的冲击较外圈故障更显著，导致原本混沌的信号中掺杂有规律的冲击，使得吸引子朝混沌有序性发展。因此，导致二者相图中吸引子大部分轨迹被限制在有限空间内，少数尾迹发散，表明系统混沌无序特性减弱，与1.2节中理论分析相呼应。
4.2 PS-CNN诊断
以故障程度0.014英寸的轴承信号混沌二维空间相图作为CNN输入特征，构建PS-CNN故障诊断系统。其中每一种状态含1000张相图，随机选取750组作为学习样本，其余作为测试样本，结果如图7所示。
	[image: ]

	(a) 准确率

	[image: ]

	(b) 损失率

	图6 PS-CNN准确率与损失函曲线
Fig.6 The loss function and accuracy of PS-CNN


由图6可知，采用PS-CNN进行0.014轴承故障诊断具有极高的准确度，且测试集较训练率的准确度较高，相反损失函数反而降低，表明模型训练结果良好，没有发生过拟合现象。
为体现PS-CNN在故障诊断效率上的优势，分别采用时域信号-卷积神经网络模型（Time Domain-CNN，TD-CNN），频域信号-卷积神经网络模型（Frequency Domain-CNN，TD-CNN）对故障程度0.014轴承进行故障诊断，结果如图7所示。
	[image: ]

	图7 不同诊断模型故障分类准确率
Fig.7 The accuracy of different fault diagnosis models 


如图7可知，当轴承故障程度为0.014时，TD-CNN与FD-CNN的故障诊断准确率均低于PS-CNN的诊断结果。
为体现PS-CNN在工程中应用可行性。分别计算TD-CNN、FD-CNN及PS-CNN在处理以上故障时所消耗的时间，平均10次运行耗时如表1所示。
	表1 三种方法平均耗时
Fig.1 The average time cost of three fault diagnosis methods 

	方法
	TD-CNN
	FD-CNN
	PS-CNN

	平均耗时
	645 s
	615 s
	487 s


由表1可知，PS-CNN在相同计算条件下在时效性上具有显著优势，较TD-CNN与FD-CNN可节省20.8%-24.5%的计算耗时，提升故障诊断效率。
为进一步说明PS-CNN故障诊断方法的有效性，将上述建立的模型用于不同故障程度的轴承状态进行故障诊断。图8、9分别为故障程度0.007、0.021英寸时，四种轴承状态的二维相图。
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	(a) 正常状态
	(b) 滚珠故障
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	(c) 内圈故障
	(d) 外圈故障

	图8 0.007轴承状态相图
Fig.8 The phase space of 
different states of bearings with 0.007 fault degrees 


由图8可知，当故障疵点不为显著时，滚珠、内圈故障的混沌相图较0.014稍有差异，但具有极为近似的“相形”，对比图5(c)与8(c)，内圈故障“相形”。由于内圈故障时，随故障程疵点的发展，振动特性由疵点应发的共振向特征频明显的趋势转变，冲击更为明显，因此图8(c)中尾迹更为集中，表明其混沌有序性比图5(c)中明显。
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	(a) 正常状态
	(b) 滚珠故障
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	(c) 内圈故障
	(d) 外圈故障

	图9 0.021轴承状态相图
Fig.9 The phase space of 
different states of bearings with 0.021 fault degrees 


由图9可知，更大的故障疵点导致混沌系统发生变化，更显著的冲击导致内圈、滚珠故障的相空间更加发散，表明振动系统混沌特性因疵点冲击，时间序列表象由无序向有序发展，也与1.2节理论分析相呼应。
以上述不同故障相图为测试样本，采用经0.014故障程度所建立的PS-CNN故障诊断模型，分别对0.007、0.014、0.021及三种程度混合的状态进行故障诊断，每种工作状态样本均由1000张混沌相图组成。
对比图5、8和9中混沌相图可知，虽然故障程度不同，但其混沌表现较为相似。为突出混沌相空间图在故障诊断中的优势，0.007、0.014与0.021三种故障程度，轴承不同工作状态时域及频域包络图由图10给出。

	[image: ]

	(a) 时域信号

	[image: ]

	(b) 频域信号

	Fig.10 不同故障程度下不同状态的振动表现
Fig.10 The vibration performance at different working states with different fault degrees



由图可知，同故障程度的振动信号在时域、频域上有不同表现，以内圈故障为例，随故障程度的增加，频域表现差异较为显著，但相比于混沌相图，随故障程度变化均保持一定的“相形”。
	[image: ]

	图11 PS-CNN故障诊断率
Fig.11 Fault diagnosis accuracy of PS-CNN


为此，由PS-CNN所建立的故障诊断模型具有良好的泛化能力。通过0.014故障程度所建立的PS-CNN模型分别对0.007、0.014、0.021和混合故障进行故障分类，其准确率表现如图11所示。由图11曲线可知，该方法可以准确进行故障诊断，其中对混合故障识别率较单一故障程度稍逊色。
5. 结  论
针对风力机轴承故障振动信号的非线性，基于混沌理论，对轴承振动信号进行相空间重构，以不同轴承工作状态二维相图作为二维CNN目标输入，实现故障诊断，结论如下：
1. 振动信号二维相图呈奇异吸引子状，表明振动信号属非线性。
2. 不同工作状态二维相图表现形式均布相同，且随故障程度发展基本维持原有“相形”。
3. 以0.014故障程度，采用PS-CNN法建立故障诊断模型，该模型对该故障诊断有极高的故障诊断准确率。
4. 所建立的PS-CNN对不同故障程度均有较高故障识别准确率，表明该模型具有较好的泛化能力。
5. PS-CNN因具备良好的泛化能力，相比传统时域、频域法建立的卷积神经网络诊断模型，更适用于工程应用。
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